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Аннотация

Рассматривается задача прогнозирования исправности технического объекта по известным показателям его функ-
ционирования. Исходными данными являются известные результаты оценки состояния объекта по информации  
о предшествующей эксплуатации: при заданных значениях контролируемых показателей техническая система исправ-
на или неисправна. Такая задача может быть решена методами машинного обучения, она сводится к бинарной клас-
сификации состояний объекта. Проведенное исследование показало, что качество диагностики может быть повышено 
за счет выбора метода бинарной классификации, включая агрегированный подход, а также путем выбора объема 
контрольной выборки и способа отбора значимых показателей функционирования объекта. В рассмотренном приме-
ре (на котором отрабатывался предлагаемый алгоритм) значение F-меры, как наиболее объективной характеристики 
качества диагностики при несбалансированных классах, повысилось на 6% (с 0,86 до 0,91) по сравнению с методом 
опорных векторов и на 2% – по сравнению с лучшим для рассматриваемого примера из базовых методов – бэггингом 
деревьев решений, для которого значение F-меры составило 0,89. В некоторых ситуациях эти 2% могут быть весьма 
существенны с точки зрения обеспечения надежности при эксплуатации объекта.
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Abstract
The paper addresses the issue of prediction of technical object’s state of health using the known indicators of its operation. 
The basic data are the known results of the object state estimation by information about previous service: the technical 
system is healthy or faulty with predetermined values of specified indicators. Such problem may be solved using the machine 
learning methods, it reduces to binary classification of states of the object. The study showed that diagnostics quality may 
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Введение

Для обеспечения надежности технического объекта 
проводится его диагностика в условиях эксплуатации. 
При этом часто диагностика сводится к распознаванию 
одного из двух состояний объекта, к разделению со-
стояний на исправные или неисправные [1]. Это задача 
бинарной классификации, которая может быть решена 
с использованием методов машинного обучения [2–4]. 

Исходными данными являются известные результа-
ты измерений косвенных показателей функционирова-
ния объекта по результатам предшествующей эксплу-
атации. Эти данные представляются в виде матрицы 
показателей функционирования системы X, элементы 
которой xij – результат i-го наблюдения по j-му пока-
зателю; i = 1, …, l, j = 1, …, р (l – количество строк, или 
число наблюдений, р – количество столбцов, или число 
показателей функционирования), и вектор-столбец Y, 
состоящий из ответов 0 или 1, для опытов, где объект 
оказался неисправным и исправным соответственно. 
Совокупность (xi, yi), где значение yi вектора Y соответ-
ствует строке xi матрицы Х, представляет прецедент.

По множеству прецедентов необходимо построить 
модель, которая будет выдавать вероятность принадлеж-
ности нового состояния объекта к одному из двух классов. 
Существуют различные методы машинного обучения, 
обеспечивающие решение этой задачи с той или иной 
степенью точности. В работах [5, 6] для повышения каче-
ства классификации предложено использование агреги-
рованного подхода, суть которого состоит в объединении 
результатов, полученных разными методами машинно-
го обучения, в одно значение, которое будет учитывать 
особенности каждого. При этом важно учесть множество 
факторов, оказывающих влияние на точность решения.

Цель исследования – разработка алгоритма диагно-
стики функционирования технического объекта, обеспе-
чивающего наилучшее качество распознавания исправ-
ности этого объекта при заданном наборе прецедентов 
(показателей его работы по результатам эксплуатации) 
и используемых базовых методах машинного обучения.

1 Влияние основных факторов на качество 
диагностики

Для оценки качества диагностики исходную вы-
борку случайным образом разбивают на два непере-

секающихся подмножества. Первое подмножество  – 
собственно обучающая выборка – предназначена  
для решения задачи обучения, то есть для оценки пара-
метров рассматриваемой модели классификации. Вто-
рое подмножество является контрольной (или тестовой) 
выборкой, не используемой для обучения, а предна-
значенной для оценки качества обучения по использу-
емому критерию. Часто используется кросс-валидация: 
исходная выборка разбивается на k частей. При этом  
(k – 1) часть используется для обучения, одна – для кон-
троля. Последовательно перебираются все варианты. 
Для каждого разбиения вычисляется заданный крите-
рий качества диагностики и усредняется. 

Используется множество различных подходов к би-
нарной классификации. Это и классические статисти-
ческие модели (например, логистическая регрессия),  
и методы, специально ориентированные на машинное 
обучение (метод опорных векторов, нейронные сети), 
композиционные методы (бэггинг, бустинг) и другие. 
Практическая реализация этих методов возможна, на-
пример, на базе библиотеки инструментов Statistics and 
Machine Learning Toolbox в пакете Matlab.  

Часто эффективен агрегированный подход. Если  
в композиционных методах (бэггинг, бустинг) для по-
строения ансамбля используется один и тот же метод 
классификации, построенный на разных подмноже-
ствах выборки или ориентированный на компенсацию 
ошибки предыдущей итерации [7, 8], то при агрегиро-
ванном подходе используются совместно различные 
методы классификации, построенные на всей обучаю-
щей выборке. 

Можно воспользоваться полным перебором на-
боров из H базовых методов. Тогда, например,  
при H = 2 получим три набора: два базовых и один агре-
гированный; при Н = 3 наборов уже 7: три базовых, три 
агрегированных по два базовых и один агрегированный 
из всех трех базовых методов. Нетрудно видеть, что 
в  общем случае число наборов равно 2Н – 1. 

При формировании единого решения об исправности 
объекта на основе решений отдельных методов класси-
фикации возможно агрегирование результатов по сред-
нему значению, по медиане, и с помощью процедуры 
голосования [5, 6]. В частности, результат агрегированно-
го метода классификации по голосованию представляет 
собой среднее значение результатов базовых методов, 
которые определили исправность объекта c вероятно-

be improved by means of the binary classification method including aggregated approach, as well as by means of selection 
of the volume of the validation set and the method of selection of relevant indicators of object operation. In the example 
(used for the algorithm testing), F-measure value, which is the most reliable diagnostics quality measure for unbalanced 
classes, has increased by 6% (from 0.86 to 0.91), compared with the Support Vector Machine, and by 2%, compared with 
the bagging of decision trees which is the best basic method for the example considered (F = 0.89). In some cases, this 2% 
may be of significance from the perspective of the object operation security.

Keywords: technical diagnostics, healthy state, operation indicators, machine learning, aggregated approach, validation 
set, cross-validation.
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стью, например, не ниже, чем  

где  – вероятность исправности объекта при исходных 
показателях функционирования объекта. В противном 
случае вероятность того, что r-й объект исправен, равня-
ется нулю. Таким образом, значения вероятностей клас-
сификации, оказавшиеся ниже 0,1, приравниваются к 0, а 
оставшиеся – к 1, и по этим значениям строятся агрегиро-
ванные модели классификации.

Для оценки качества бинарной классификации 
наиболее распространенной метрикой является доля 
правильных ответов, или наоборот, процент ошибок  
на контрольной выборке.

При несбалансированных классах (как правило,  
в выборке количество данных об исправных состояниях 
технического объекта значительно больше, чем о неис-
правных) доля ошибок не может объективно оценивать 
качество классификации [9, 10]. Гораздо более инфор-
мативна F-мера – это гармоническое среднее точности 
и полноты: чем ближе значение F к единице, тем выше 
качество классификации.

В качестве еще одного функционала качества мо-
жет быть выбрана площадь под ROC-кривой (receiver 
operating characteristics): AUC (area under the curve) 
[9–13]. ROC-кривая образуется, если по оси абсцисс  
отложить значения fp(c) – количество неправильно 
классифицированных исправных состояний в зависи-
мости от заданного порога с, а по оси ординат tp(c) – 
количество правильно классифицированных исправных 
состояний. Чем ближе значение AUC к единице, тем 
лучше качество диагностики.

Проведенное ранее исследование [14] показа-
ло, что качество диагностики может быть повышено 
путем рационального выбора объема контрольной 
выборки: различные методы машинного обучения 
по-разному реагируют на изменение этой величины. 
За счет ее правильного выбора возможно повышение 
точности диагностики (в рассмотренных примерах)  
на 5–7%. В связи с этим предлагается на стадии вы-
бора алгоритма для проведения технической диагно-
стики конкретного объекта провести соответствую-
щие испытания. 

Еще более существенно с точки зрения качества 
обучения влияние отбора значимых показателей 
функционирования технического объекта. Результа-
ты исследований [12, 15] показывают, что удаление 
незначимых факторов оказывает неоднозначное 
влияние на эффективность машинного обучения,  
и для каждого метода подбор значимых факторов 
индивидуален. Путем варьирования этого фактора 
качество бинарной классификации объекта в рас-
смотренных примерах было повышено до 18%. Поэ-
тому в системе диагностики состояния технического  
объекта необходимо предусмотреть подсистему от-
бора значимых показателей, обеспечивающую мини-
мальную погрешность.

2 Предлагаемый алгоритм диагностики 
функционирования технического объекта	

После считывания файла исходных данных задается 
объем контрольной выборки. Для сокращения вычисле-
ний примем начальное значение объема контроля 25%, 
т. е. при кросс-валидации выборка разбивается на k = 4 
части, три из которых используются для обучения. 

Далее проводится обучение по всем 11 методам  
с использованием всех заданных показателей функцио-
нирования объекта (без отбора значимых показателей) 
на базе библиотеки инструментов Statistics and Machine 
Learning Toolbox в пакете Matlab с расчетом F-меры (эти 
методы перечислены в таблице 1). Выбирается задан-
ное пользователем количество методов (исследования 
показывают, что достаточно два–три, хотя возможен  
и полный перебор), показавших наибольшее значение 
F-меры.

Таблица 1
Методы бинарной классификации в Matlab

Методы Краткое 
обозначение

Логистическая регрессия ЛР
Дискриминантный анализ ДА
Наивный байесовский классификатор БК
Нейронные сети НС
Метод опорных векторов МОВ
Бэггинг деревьев решений БДР
Градиентный бустинг GrB
AdaBoost AB
LogitBoost LB
GentleBoost GB
RUSBoost RB

Возможно и изменение порога – значения, которое 
определяет границы классов: например, если порог 
равен  0,6, то значения вероятностей от 0,6 до 1 будут 
относиться к классу исправных объектов, а меньше 0,6 –  
к классу неисправных.

Для отобранных методов исследуется вначале вли-
яние объема контрольной выборки, а затем – способа 
отбора значимых показателей. Объем контрольной 
выборки последовательно снижается с 25% (k = 4) до 
5% (соответственно k = 20) с шагом 5%. Для вариантов,  
в которых F-мера оказалась максимальной, проводит-
ся отбор значимых показателей. При этом используются 
два подхода. Один – удаление показателей функцио-
нирования объекта, для которых их корреляция с его 
исправностью незначима; второй – по незначимости 
регрессоров (по критерию Стьюдента) в линейной ре-
грессионной модели Y от Х.
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3 Численное исследование

Для проведения испытаний использовались ре-
зультаты наблюдений за функционированием систе-
мы водоочистки. Исправность системы Y оценивалась  
по показателям качества питьевой воды в зави-
симости от физико-химических показателей во-
доисточника: X1  – температуры, X2 – цветности, 
X3  – мутности, X4  – значения рН, X5 – щёлочности, 
X6  – окисляемости и доз добавляемых реагентов: X7 –  
коагулянта и X8 – флокулянта. Получено 527 наборов 
данных, из них в 127 случаях система была признана не-
исправной (Y = 0) – показатели качества питьевой воды 
не соответствовали требованиям. Доля неисправностей 
(24%) свидетельствует о несбалансированности классов 
исправных и неисправных ситуаций. Для оценки каче-
ства диагностики использовалась F-мера.

На рисунке 2 показано окно программы с разделени-
ем выборки на обучающую и контрольную (25%) части, 
а на рисунке 3 – результаты расчета F-меры и площади 
AUC под ROC-кривой ошибок. Значение AUC целесоо-
бразно использовать для принятия решения в случае 
совпадения значений F-меры по разным методам.

Из рисунка 3 следует, что лучшие в данных испыта-
ниях методы классификации по F-мере – это БДР, для 
которого F-мера составила 0,8917, LB (0,8863) и GrB 
(0,8863). Дальнейшие испытания проводились для этих 
трех методов.

В таблице 2 приведены результаты исследования 
влияния объема контрольной выборки: лучший резуль-
тат получен при объеме 10% (расхождения в рассматри-
ваемом примере оказались не слишком существенны,  
в других ситуациях они могут быть значительно больши-
ми [14]). При этом объеме контрольной выборки оцени-
валось влияние способа отбора значимых показателей, 
результаты которого приведены в таблице 3: лучший ре-
зультат получен при использовании для обучения только 
значимых по регрессионной модели показателей.

Таким образом, для формирования агрегированных 
классификаторов использовалась кросс-валидация с 
разбиением выборки на k = 10 частей (объем контроль-
ной выборки 10%) с участием только тех показателей 
функционирования, которые оказались значимыми по 
регрессионной модели. Результаты расчета представ-
лены на рисунке 4. Видно, что структура всех агреги-

По результатам проведенных испытаний принима-
ются значение объема контрольной выборки и пока-
затели, которые будут использованы для продолже-
ния машинного обучения. С учетом этих двух факторов 
строятся агрегированные классификаторы трех типов  – 
по среднему значению (АМС), по медиане (АММ)  
и с помощью процедуры голосования (АМГ). Выбира-
ется модель (включающая вид агрегирования и компо-
ненты агрегата: несколько базовых классификаторов), 
которая в дальнейшем будет использована для прогно-
зирования состояния технического объекта (рис. 1).

Считывание данных 
из файла
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методов
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Выбор k наилучших методов по          
F-мере

Выбор k наилучших методов по          
F-мере
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F-мере объем контрольной выборки
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регрессоров
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регрессоров
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F-мере набор показателей
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Выбор наилучшего по максимальной 
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Начало

Конец
 

Рис. 1. Блок-схема алгоритма диагностики

Таблица 2
Значения F-меры 

в зависимости от объема контрольной выборки

Метод 5% 10% 15% 20% 25%

БДР 0,8956 0,8985 0,8974 0,8957 0,8917

GrB 0,8857 0,8851 0,8888 0,8883 0,8847

LB 0,8820 0,8786 0,8854 0,8920 0,8863
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рованных классификаторов одинакова: включает БДР 
и метод LB (которые оказались и лучшими базовыми 
методами  – см. рис. 3). При этом более высокое зна-
чение F-меры, равное 0,9095, соответствует одновре-
менно двум методам агрегирования – и по среднему,  
и по медиане. Значение AUC у этих классификаторов 
также одинаково.

Для прогнозирования исправности объекта при но-
вых значениях показателей функционирования X1 – X8 
необходимо ввести эти значения из файла и выпол-
нить прогноз: программа рассчитает, исправен объект  
(Y = 1) или неисправен (Y = 0) с помощью построенных 
агрегированных классификаторов (рис. 5).

Рис. 2. Разделение выборки на обучающую и контрольную

Рис. 3. Критерии качества диагностики по различ-
ным классификаторам

Рис. 4. Выбор агрегированного классификатора

Таблица 3
Значения F-меры  

в зависимости от показателей функционирования

Метод Все 
показатели

Только 
показатели, 
коррелиро-
ванные с ис-
правностью

Только пока-
затели, значи-

мые по ре-
грессионной 

модели

БДР 0,8985 0,8880 0,8990

GrB 0,8851 0,8864 0,8855

LB 0,8786 0,8876 0,8930 Рис. 5. Прогноз нового состояния: объект исправен
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Заключение

Проведенное исследование показало, что качество 
диагностики может быть повышено за счет выбора ме-
тода бинарной классификации, включая агрегирован-
ный подход, а также путем выбора объема контроль-
ной выборки и способа отбора значимых показателей 
функционирования объекта. В рассмотренном примере 
(на котором отрабатывался предлагаемый алгоритм) 
значение F-меры, как наиболее объективной характе-
ристики качества диагностики при несбалансированных 
классах, повысилось на 6% (с 0,86 до 0,91) по сравнению 
с методом опорных векторов и на 2% – по сравнению 
с лучшим для рассматриваемого примера из базовых 
методов – БДР, для которого F = 0,89. В некоторых си-
туациях эти 2% могут быть весьма существенны с точ-
ки зрения обеспечения надежности при эксплуатации  
объекта.
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