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Аннотация

При прогнозировании исправности технического объекта по известным показателям его функционирования в 

процессе предшествующей эксплуатации решается задача бинарной классификации состояний объекта. Эта задача 

может быть решена методами машинного обучения, при этом наиболее объективной характеристикой качества ди-

агностики является F-мера, что объясняется несбалансированностью классов: как правило, в выборке прецедентов, 

полученных по результатам эксплуатации объекта, количество данных об исправных состояниях значительно боль-

ше, чем о неисправных. Значения этой меры являются случайной величиной, поскольку оцениваются по контроль-

ной выборке, формируемой случайным образом. Исследование показало, что распределение этой характеристики 

как для базовых, так и для агрегированных классификаторов близко к нормальному. На конкретном примере пока-

зано, что среднее значение F-меры при агрегировании превышает аналогичное значение, полученное с помощью 

базовых классификаторов. 
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Abstract

When predicting the technical object health based on the known indicators of its previous operation, the problem of binary 

classification of the object state is solved. This problem may be solved using the machine learning methods, and due to 

imbalance of classes, the most reliable diagnostics quality measure is the F-measure. As a rule, the healthy-state data 

amount contained in the set of the use cases based on the results of object operation exceeds the unhealthy state data 

amount. Values of this measure are random variables as they are estimated using validation dataset formed in a random 

manner. The study showed that the distribution of this measure both for basic classifiers and for aggregated classifiers 

is close to standard one. A specific example demonstrates that the average value of F-measure in aggregation process 

exceeds the similar value obtained using the basic classifiers.

Key words: technical diagnostics, healthy state, performance indexes, machine learning, aggregated approach, classification 

quality criteria.
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ВВЕДЕНИЕ

Диагностика состояния технического объекта в ус-

ловиях эксплуатации проводится по результатам изме-

рений косвенных показателей его функционирования. 

При этом могут использоваться методы машинного об-

учения. Решается задача бинарной классификации: не-

обходимо построить модель, которая позволит оценить 

вероятность принадлежности нового состояния объекта 

к одному из двух классов – исправному или неисправ-

ному [1– 3]. 

Качество классификации оценивается по различным 

критериям: доле ошибок, F-мере, площади AUC под 

кривой ошибок и другим [4–7]. Для расчета исходная 

выборка разбивается случайным образом на два подм-

ножества: обучающую и контрольную выборки. Первая 

используется для оценки параметров модели классифи-

кации, вторая – для оценки качества этой модели.

Поскольку разбиение выборки на обучающую и 

контрольную части производится случайным образом, 

значения критериев качества оказываются случайными 

величинами. Представляет интерес исследовать харак-

тер их распределения и стабильность при различных 

разбиениях.

Для повышения качества классификации предло-

жено использование агрегированного подхода [8, 9]. 

При формировании единого решения об исправности 

объекта можно агрегировать результаты по среднему 

значению, по медиане и с помощью процедуры голосо-

вания. При этом агрегированные результаты учитывают 

особенности каждого из базовых методов. Необходимо 

оценить значимость изменения показателей качества 

при агрегировании.

Цель исследования – сравнительный анализ кри-

териев качества бинарной классификации при диа-

гностике функционирования технических объектов и 

обоснование выбора критерия, обеспечивающего объ-

ективную оценку качества распознавания исправности 

технического объекта при заданном наборе прецеден-

тов.

1 КРИТЕРИИ КАЧЕСТВА ДИАГНОСТИКИ

Для оценки качества бинарной классификации наи-

более распространенным критерием является доля 

правильных ответов: 

Accuracy = Q / N,

где Q – количество правильно классифицированных 

объектов контрольной выборки, а N – общий размер 

контрольной выборки. Чаще используется противопо-

ложная характеристика – доля (или процент) ошибок на 

контрольной выборке. 

Иногда для оценки качества классификации приме-

няют средний квадрат отклонений истинного класса 

в  r-м наблюдении Yr (0 или 1) от его прогнозируемого 

значения Ŷr [10, 11]:

При несбалансированных классах (как правило, 

в  выборке количество данных об исправных состояниях 

технического объекта значительно больше, чем о неис-

правных) доля ошибок не может объективно оценивать 

качество классификации [4, 5]. Более информативны 

точность
 

 и полнота 

где tp – количество правильно классифицированных 

исправных состояний, fp – количество неправильно 

классифицированных исправных состояний, fn – коли-

чество неправильно классифицированных неисправ-

ных состояний. 

На основе этих двух показателей может быть сфор-

мирован единый критерий 

 – это гармоническое среднее точности 

и полноты (F-мера): чем ближе значение F к единице, 

тем качество классификации выше.

В качестве еще одного функционала качества может 

быть выбрана площадь под ROC-кривой – кривой оши-

бок (receiver operating characteristics): AUC (area under 

the curve) [5–7]. ROC-кривая образуется, если по  оси 

абсцисс отложить значения fp(c), а по оси ординат 

tp(c), где c – заданный порог. Чем ближе значение 

AUC к единице, тем лучше качество диагностики. Зна-

чение AUC автоматически учитывает диспропорцию в 

представителях класса, а также имеет простую веро-

ятностную интерпретацию: это вероятность того, что 

ответ на  случайном объекте из класса 1 будет больше 

ответа на случайном объекте из класса 0. На рисунке 1 

показаны такие кривые, построенные в системе Matlab 

для рассмотренного ниже примера диагностики, при 

использовании трех методов бинарной классификации: 

логистической регрессии, метода опорных векторов и 

наивного байесовского классификатора. 

2 СТАТИСТИЧЕСКИЙ АНАЛИЗ КРИТЕРИЕВ КАЧЕСТВА

Проводились наблюдения за системой водоочист-

ки, функционирование которой определяется восемью 

показателями водоисточника (температура, цветность, 

мутность и др.), а исправность – показателями качества 

питьевой воды. Из полученных 527 наборов данных в 

127 случаях система была признана неисправной (24%). 

Вначале определялись четыре рассмотренные крите-

рия качества классификации по 11 базовым методам 

бинарной классификации, встроенным в библиотеку 

инструментов Statistics and Machine Learning Toolbox в 

пакете Matlab.  
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На рисунке 2 показаны значения этих критериев для 

одного из вариантов разбиения исходной выборки на 

обучающую и контрольную части (ЛР – логистическая 

регрессия; ДА – дискриминантный анализ; БК – наи-

вный байесовский классификатор; НС  – нейронная сеть; 

МОВ  – метод опорных векторов; БДР – бэггинг деревь-

ев решений; GrB, AB, LB, GB, RB – различные варианты 

бустинга [8]). На рисунке 3 представлена соответству-

ющая матрица корреляций, из которой видна сильная 

отрицательная корреляция между процентом ошибок 

и F-мерой; другие показатели коррелированны слабо 

или вообще некоррелированны. 

Исследовался и характер распределения значений 

критериев качества, связанного со случайностью отбора 

прецедентов при формиро-

вании контрольной выбор-

ки. Испытания повторялись 

по 30 раз при одном и том 

же объеме контрольной 

выборки с использовани-

ем всех восьми показате-

лей функционирования. 

На рисунке 4 показана ги-

стограмма распределения 

значений F-меры с нане-

сенной кривой нормально-

го распределения, постро-

енная в системе Statistica 

для агрегирования по го-

лосованию. Для проверки 

нормальности использован 

критерий Шапиро-Уилка, 

рекомендуемый при ма-

лых объемах выборки (до 

50 наблюдений). Видно, 

что распределение мож-

но считать нормальным на 

уровне значимости 0,05. 

Среднее значение F-меры 

при этом виде агрегиро-

вания оказалось 0,9015, а 

дисперсия – 1,81*10−5.

Аналогичные результа-

ты получены и для других 

классификаторов (как ба-

зовых, так и агрегирован-

ных). Лучший результат по 

F-мере 0,9027 (наиболее 

близкий к единице) по-

казало агрегирование по 

среднему значению.

3 СРАВНИТЕЛЬНЫЙ АНАЛИЗ 
БАЗОВЫХ И АГРЕГИРОВАННЫХ 
КЛАССИФИКАТОРОВ

При проведении испы-

таний лучший результат по F-мере показал БДР, для 

которого среднее значение F-меры составило 0,8937, 

лучший результат при агрегировании 0,9027, как отме-

чалось, показало агрегирование по среднему значению 

(АМС). Представляет интерес оценить значимость этого 

расхождения: более высокое значение по АМС по срав-

нению с БДР получено случайным образом, или это за-

кономерный результат. 

Учитывая, что распределения F-меры и для АМС, и 

для БДР близко к нормальному, можно воспользовать-

ся стандартными алгоритмами проверки гипотез, на-

пример, с помощью электронных таблиц Excel [12].

Вначале проверяем гипотезу о равенстве дисперсий 

Рис. 1. ROC-кривые

Рис. 2. Критерии качества классификации

 Процент 

ошибок

Средний квадрат 

отклонений
F-мера AUC

Процент ошибок 1    

Средний квадрат отклонений 0,02 1   

F-мера −0,93 0,08 1  

AUC −0,51 −0,53 0,38 1

Рис. 3. Матрица корреляций
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с помощью теста Фишера (рис. 5а). Видим, что выбо-

рочное значение статистики 1,09 меньше критического 

1,86; статистика попадает в область принятия решения: 

гипотеза о равенстве дисперсий принимается. На этом 

основании для проверки гипотезы о равенстве средних 

значений используем t-тест с одинаковыми дисперсия-

ми (рис. 5б).

Проверяется нулевая гипотеза о равенстве средних 

в двух рассматриваемых совокупностях при альтернати-

ве: среднее при агрегировании АМС больше среднего 

при лучшем из базовых классификаторов БДР. Исполь-

зуется односторонний критерий. Выборочное значение 

t-статистики 8,93 больше критического одностороннего 

значения 1,67 (как и двухстороннего 2,00, но в данном 

случае это несущественно), то есть попадает в крити-

ческую область: нулевая гипотеза о равенстве средних 

отвергается. Таким образом, среднее значение F-меры 

Рис. 4. Распределение F-меры

Двухвыборочный F-тест для дисперсии
Двухвыборочный t-тест 

с одинаковыми дисперсиями

 АМС БДР  АМС БДР

Среднее 0,902663 0,893676667 Среднее 0,902663 0,893677

Дисперсия 1,59E−05 1,4515E−05 Дисперсия 1,59E−05 1,45E−05

Наблюдения 30 30 Наблюдения 30 30

df 29 29 Объединенная дисперсия 1,52E−05  

F 1,093592  

Гипотетическая разность 

средних 0  

P(F<=f) одностороннее 0,405633  df 58  

F критическое 

одностороннее 1,860811  t-статистика 8,929053  

P(T<=t) одностороннее 8,68E-13  

t критическое одностороннее 1,671553  

P(T<=t) двухстороннее 1,74E−12  

t критическое двухстороннее 2,001717  

а)                                                                                                       б)

Рис. 5. Проверка гипотезы о равенстве значений F-меры для базовых и агрегированных классификаторов
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при агрегировании значимо больше, чем среднее при 

БДР.

АМС: НС + БДР + AB + GB 0,9048

АМС: БДР + LB 0,9055

АМС: БДР + LB 0,9003

АМС: GrB + БДР + LB 0,904

АМС: НС + БДР + LB + GB 0,9075

АМС: БДР + GB 0,9027

АМС: GrB + БДР + LB + GB 0,9035

АМС: МОВ + ЛР + БДР + LB + GB 0,9015

АМС: НС + БДР + GB 0,9011

АМС: НС + GrB + БДР + LB + GB 0,9028

АМС: БДР + GB 0,9061

Рис. 6.Структуры агрегированных классификаторов

4 АНАЛИЗ СТРУКТУРЫ АГРЕГИРОВАННЫХ КЛАССИФИКАТОРОВ

На рисунке 6 показана часть выборки при агреги-

ровании по среднему значению АМС: в левом столб-

це  – структура агрегата, в правом – значение F-меры. 

Например, запись в первой строке АМ-С: НС + БДР + AB + 

GB означает, что в данном опыте наилучшим вариантом 

агрегирования по среднему значению при использова-

нии в качестве критерия качества диагностики F-меры 

оказалась совокупность из четырех базовых класси-

фикаторов, включающая НС, БДР и методы бустинга 

AdaBoost и GentleBoost. Количество базовых классифи-

каторов на рисунке 6 колеблется от двух до пяти, а в об-

щем случае может достигать и одиннадцати.

Вместе с тем, рисунок 6 показывает, что значения 

F-меры различаются не слишком существенно. Име-

ет смысл проверить гипотезу о том, что увеличение 

в  структуре агрегата числа базовых методов боль-

ше двух несущественно влияет на значения F-меры. 

С этой целью разобьем всю полученную выбор-

ку из  90  наблюдений (три метода агрегирования 

по  30  опытов в каждом) на два подмножества. В пер-

вое подмножество включим данные по агрегатам, со-

стоящим только из двух компонент (таких оказалось 48 

из 90), во второе – все остальные значения. 

Проверка гипотезы о равенстве средних в этих подм-

ножествах, проведенная по аналогии с методом, иллю-

стрированном на рисунке 5, показывает справедливость 

этой гипотезы: среднее значение F-меры не изменяется 

при увеличении количества базовых классификаторов в 

структуре агрегата.

Отсюда вытекает важный вывод о возможности рез-

кого сокращения времени на вычисления. Вместо пе-

ребора всех вариантов агрегирования для поиска мак-

симального значения F-меры (а это 3*(211– 1) = 6141 

вариант! [8]) достаточно перебрать только варианты, 

включающие по два базовых метода (3*11!/2!9! = 165).

Можно учесть и еще одно обстоятельство. Во всех 

90  опытах в состав агрегата вошел лучший из базовых 

методов для рассматриваемого объекта – БДР. Учет 

этого факта позволяет сократить количество перебирае-

мых вариантов до 30.

Следует, однако, иметь в виду, что представленные 

результаты получены на эксперименте лишь с одним 

техническим объектом – системой водоочистки. Тем 

не менее, этот опыт показывает, что предложенный 

подход имеет смысл апробировать и для диагностики 

любой другой исследуемой системы. Исследования, 

проведенные с двумя другими объектами (при вибро-

мониторинге гидроагрегата и анализе исправности 

счетчиков горячего водоснабжения) подтвердили сфор-

мулированные результаты.

ЗАКЛЮЧЕНИЕ

Проведенный анализ критериев качества бинарной 

классификации при диагностике функционирования 

технических объектов показал, что наиболее объек-

тивной характеристикой является F-мера. Это объяс-

няется несбалансированностью классов: как правило, 

в выборке прецедентов, полученных по результатам 

эксплуатации объекта, количество данных об исправ-

ных состояниях значительно больше, чем о неисправ-

ных. Как и для любой другой характеристики качества 

диагностики, значения этой меры являются случайной 

величиной, поскольку оценивается по контрольной 

выборке, формируемой случайным образом. Впервые 

проведено исследование свойств этой характеристики, 

которое показало, что ее распределение как для базо-

вых, так и для агрегированных классификаторов, близко 

к нормальному. На конкретном примере показано, что 

среднее значение F-меры при агрегировании превыша-

ет аналогичное значение, полученное с помощью базо-

вых классификаторов. При построении агрегированного 

классификатора достаточно рассмотреть комбинацию 

из двух базовых методов: более сложные комбинации 

в рассмотренном примере не выявили улучшения каче-

ства диагностики. 
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